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Resumen

En el aprendizaje supervisado se considera que un conjunto
de entrenamiento de dos clases esta deshalanceado cuando el
nimero de muestras de una de las clases (la clase
mayoritaria) sobrepasa el niUmero de muestras de la otra (la
clase minoritaria). Diferentes estudios han mostrado que el
desempefio de la mayoria de algoritmos de clasificacion,
basados en la teoria de decisibn de Bayes, se afecta
negativamente cuando estos son entrenados con conjuntos de
datos desbalanceados. A pesar de que este problema ha sido
ampliamente estudiado en el aprendizaje de una sola instancia
(SIL), poca atencién se ha prestado a él en el contexto del
aprendizaje de multiples instancias (MIL). Con base en lo
anterior, en este trabajo se discute el problema del aprendizaje
con clases desbalanceadas en el contexto MIL y se hace un
estudio comparativo de algunas de las técnicas clasicas de
muestreo para resolver este problema en MIL. La evaluacién
de los métodos se hace sobre once conjuntos de datos de
referencia que presentan diferentes niveles de desbalance
entre las clases. Los resultados experimentales muestran que
la aplicacion directa de estos métodos en conjuntos de datos
tipo MIL no es pertinente.

1 Introduccién

En los Jdltimos afios, un paradigma de clasificacion
denominado Aprendizaje de Multiples Instancias (MIL) [1]
ha venido ganando terreno entre las aplicaciones de la vision
por computador. Esto se debe a la capacidad de este nuevo
paradigma de tratar con conjuntos de datos débilmente
etiquetados, en los que se asume que hay cierta ambigliedad
en la forma como se asignan las etiquetas. En MIL, un objeto,
llamado bolsa, es representado por multiples vectores de
caracteristicas, o instancias, las cuales a menudo se
corresponden con los segmentos de los objetos en las
imagenes [2]. Cada bolsa tiene asociada una etiqueta de clase,
sin embargo, las etiquetas de las instancias dentro de las
bolsas se asumen desconocidas.

En un problema de clasificacion de dos clases, el supuesto
estandar en MIL, es que una bolsa positiva contiene al menos
una instancia positiva (el concepto objetivo), mientras que
una bolsa negativa solo contiene instancias negativas [3]. Esto
significa que no todas las instancias en las bolsas positivas
son necesariamente relevantes y, en consecuencia, €stas
pueden tener instancias negativas que causan ambigiiedad en
las mismas.

Un problema relacionado con el aprendizaje de multiples
instancias, en el contexto de la vision por computador, es el
desbalanceo de clases. Este problema hace referencia al
entrenamiento de un clasificador MIL en el que el nimero de
muestras de una clase (la clase mayoritaria) supera en mucho
el nimero de muestras de la otra (la clase minoritaria). Por
ejemplo, en el area de la inspeccién visual automatica, es
comin tener muchas muestras de objetos sin defectos (la
clase mayoritaria) y muy pocas muestras de objetos con
defectos (la clase minoritaria); el mismo problema se presenta
en aplicaciones de reconocimiento de rostros en video-
vigilancia donde suelen haber pocos ejemplos del objetivo (la
clase minoritaria) comparados con el fondo de la escena (la
clase mayoritaria).

En la literatura existen diferentes aproximaciones para
tratar con el problema de clases desbalanceadas en el contexto
del aprendizaje de una sola instancia [4]-[6] . Sin embargo,
en MIL la mayoria de los algoritmos no consideran este
problema el cual afecta negativamente el desempefio en la
clasificacion. Con base en lo anterior, en este trabajo se
discute el problema de clases desbalanceadas en el
aprendizaje de multiples instancias y se hace un estudio
comparativo de algunas de las técnicas de balanceo,
propuestas en el aprendizaje de una sola instancia, aplicadas a
conjuntos de datos tipo MIL. La estructura de este trabajo es
la siguiente. En la Seccidén 2 se introduce el problema de
deshalanceo de clases y se presentan algunos de los métodos
comunmente utilizados para solucionar el mismo. En la
Seccion 3 se hace una revision del aprendizaje de maltiples
instancias y se introduce el problema de deshbalanceo de
clases en MIL. En la Seccidn 4 se describen los experimentos
realizados y se discuten los resultados obtenidos. En la
Seccion 5 se presentan las conclusiones del estudio y se
direccionan los posibles trabajos futuros.



2 El Problema de Clases Desbalanceadas

En el aprendizaje supervisado, el problema de Ia
representacion desigual de clases, también conocido como el
problema de clases desbalanceadas, se presenta cuando en el
conjunto de datos de entrenamiento no hay un ndmero
(aproximadamente) igual de muestras de cada clase [7]. Este
problema resulta particularmente importante en aquellos
dominios de aplicacion en los que clasificar erréneamente un
objeto de la clase minoritaria tiene un costo medio muy
elevado.

Los algoritmos de aprendizaje basados en la teoria de
decision Bayesiana, buscan la regla decision éptima que
minimice el riesgo global en la clasificacion. Cuando esta
busqueda se hace con base en un conjunto de entrenamiento
con clases altamente desbalanceadas, la regla de decisién
produce fronteras de decisidon sesgadas en favor de la clase
mayoritaria. En consecuencia, los objetos en la clase
minoritaria, y generalmente la mas importante, tienden a ser
erroneamente clasificados [8].

Durante los dltimos afios se han realizado muchos
esfuerzos para proporcionar soluciones a este problema. Por
ejemplo, se han desarrollado algoritmos de muestreo para
cambiar las distribuciones de las clases [9]-[11]; se han
propuesto técnicas de aprendizaje basadas en costos que
castigan la clasificacion errénea de los objetos en la clase
minoritaria [12], [13]; se han utilizado técnicas de
clasificacion de una clase para modelar solo los objetos de
clase minoritaria [14], [15]; y se han usado técnicas
ensambles de clasificadores con las que se busca centrar la
atencion de cada miembro del ensamble en los objetos de la
clase minoritaria [16], [17].

De entre éstos, los métodos de muestro tienen ciertas
ventajas sobre los demas: son independientes del algoritmo de
clasificacion que se use; tienen un costo computacional
relativamente bajo en la mayoria de los casos de aplicacion; y
su utilizacion mejora el desempefio de la clasificacion en la
mayoria de conjuntos de prueba con clases desbalanceadas
[18]. No obstante, también tienen algunas desventajas: no esta
claro cudl es el método de muestreo que obtiene los mejores
resultados y su desempefio siempre estd relacionado con el
dominio de aplicacion, la proporcion de datos que se agregan
o eliminan del conjunto original y con las medidas de
desempefio que se usen para su evaluacion [19].

Los métodos de muestreo mas simples son el sobre-
muestreo y el sub-muestro aleatorios. En el primero se
seleccionan al azar muestras de la clase minoritaria, las cuales
se duplican y se agregan al conjunto de datos original,
mientras que en el segundo se eliminan muestras al azar
escogidas de la clase mayoritaria. Estas estrategias tienen
algunas desventajas: el sobre-muestreo aleatorio puede llevar
a problemas de sobreajuste del clasificador, mientras que el
sub-muestreo  aleatorio  puede  eliminar  informacion
importante para la definicion de las fronteras de decision [20].

Otras estrategias consisten en hacer un muestreo
informativo en el que se agregan o eliminan muestras de

forma mas inteligente. Entre los métodos representativos de
sobre-muestreo  informativo estan: SMOTE  (Synthetic
Minority Over Sampling Technique) [10], el cual crea datos
sintéticos a partir de los segmentos de linea que unen dos
muestras de la clase minoritaria; Borderline-SMOTE [21],
que es una variacion de SMOTE que enfoca su atencion en la
generacion de muestras de la clase minoritaria en la frontera
de decision; y ADASYN (Adaptitve Synthetic Sampling
Approach) [11], que es otra variante de SMOTE que se centra
en generar un mayor nimero de datos sintéticos a partir de las
muestras que son consideradas “peligrosas” de acuerdo a la
clase a la que pertenecen sus vecinos.

Por otro lado, estdn los métodos de sub-muestreo
informativo los cuales intentan eliminar de la clase
mayoritaria aquellas muestras que son consideradas
redundantes. Algunos métodos en este grupo son: Tomek-
Links [22], el cual intenta disminuir el traslape entre clases
buscando las muestras cuyos Vvecinos mas cercanos
pertenecen a la clase contraria y eliminando entre estos los
que corresponden a la clase mayoritaria; CNNR (Condensed
Nearest Neighbor Rule) [23], el cual tiene como objetivo
limpiar los puntos de las zonas distantes a la frontera de
decisién; y OSS (One Side Selection) [24], el cual combina
los dos métodos anteriores. Otros métodos de muestreo mas
complejos consisten en, por ejemplo, la utilizacion de
algoritmos de clustering para seleccionar las muestras a partir
de las cuales hacer el sub-muestreo en la clase mayoritaria
[25] o incluso el uso de algoritmos bio-inspirados [26] para el
mismo fin.

El problema del desbalanceo de clases ha sido
ampliamente estudiado por la comunidad cientifica y
numerosas soluciones han sido disefiadas para ser usadas en
los métodos de clasificacion de una sola instancia. Sin
embargo, en el contexto del aprendizaje de maultiples
instancias este problema ha sido poco discutido a pesar de ser
més complejo.

3 El Aprendizaje de Maultiples Instancias y el
Problema de Clases Desbalanceadas

El aprendizaje de multiples instancias surge del trabajo de
Dietterich et al. [27] a partir del problema de clasificacion de
moléculas polimorfas. Para solucionar dicho problema, los
autores propusieron una configuracion en la que, a diferencia
del aprendizaje de supervisado estandar, un objeto es
representado por una coleccion de instancias, o vectores de
caracteristicas, agrupados en bolsas. En este sentido, en MIL
el proceso de aprendizaje se realiza con base en las bolsas y
no con base en las instancias individuales.

En el caso especifico de un problema de dos clases, un
conjunto MIL toma la forma B = {(By,y1), -, (B, V) }
donde, cada bolsa B; = {x;y,..., X, } €s una coleccion de n;
instancias, y tiene etiqueta y; = +1, para la clase positiva, 0
y; = —1, para la clase negativa. A partir del supuesto
estandar en MIL [3], la etiqueta de una bolsa (y;) se define a
partir de las etiquetas de las instancias (y;;), las cuales se
asume que existen, pero son desconocidas. De esta manera,



una bolsa es positiva si esta contiene al menos una instancia
positiva (con etiqueta +1) o negativa si todas las instancias
gue esta contiene son negativas (con etiqueta —1).

En su trabajo, Jaume Amores [1] propone una taxonomia
donde los algoritmos para MIL estan agrupados en tres
paradigmas. En el primero, llamado Instance Space (IS), el
proceso de aprendizaje se realiza al nivel de las instancias, es
decir, los clasificadores en él se entrenan para separar las
instancias de las bolsas positivas de las instancias en las
bolsas negativas. APR (Axis-Parallel Rectangles) [27] vy
mi_SVM [28], son dos algoritmos MIL clasicos en la
literatura que caen dentro de este paradigma. La idea de APR
es construir un hiper-rectangulo, en el espacio de
caracteristicas, tal que éste solo contenga instancias de las
bolsas positivas y ninguna instancia dentro de las bolsas
negativas. Por otro lado, mi_SVM, modifica las restricciones
en el proceso de optimizacion de una SVM clasica para
incluir el supuesto estandar MIL. MIL-Boost [29] es otro
algoritmo en este paradigma cuya base es AdaBoost. El
segundo paradigma propuesto por Amores es Bag Space (BS).
En este paradigma cada bolsa es tratada como una entidad
completa y, por tanto, el proceso de discriminativo se realiza
entre las bolsas. Un algoritmo en este paradigma es una
variante del algoritmo k-NN denominada Citation K-NN la
cual usa una distancia tipo Hausdorff para determinar la
vecindad entre bolsas. Los algoritmos en el tltimo paradigma,
denominado Embedded Space (ES), mapean cada bolsa a un
vector de caracteristicas que condensa la informacion
relevante de la misma. En consecuencia, el proceso
discriminativo se realiza en un espacio embebido en el que
cada bolsa es representada por un punto en dicho espacio.
Dos algoritmos en el paradigma ES son MILES [30] y MILIS
[31], los cuales implementan una funcion de mapeo basada en
las distancias entre un conjunto de instancias prototipos y las
instancias de cada bolsa.

Ninguno de los algoritmos MIL ha considerado,
directamente, el problema de la representacién desigual de las
clases, a pesar de que este es un problema intrinseco en la
mayoria de conjuntos de datos de este tipo. Desde el punto de
vista MIL, el desbalance entre clases es mas complejo ya que
este se puede presentar tanto al nivel de las instancias, como
al nivel de las bolsas, o en ambos, como se ilustra en la Fig. 1.
A primera vista, el desbalance al nivel de instancias se
presenta cuando, el numero de instancias en las bolsas

positivas es mucho menor que el nimero de instancias en las
bolsas negativas (Fig. 1a). Sin embargo, a pesar de que el
nimero de instancias entre bolsas positivas y negativas sea
similar, puede aln existir un desequilibrio si el nimero de
instancias que representan el concepto objetivo (instancias
realmente positivas en bolsas positivas) es mucho menor que
el nimero de instancias negativas entre las bolsas positivas y
negativas. Por otro lado, El deshalance al nivel de bolsas se
presenta cuando el nimero de bolsas positivas es mucho
menor que el nimero de bolsas negativas (Fig. 1b).
Finalmente, se considera un desbalance al nivel de instancias
y bolsas cuando se presentan los dos casos anteriores de
manera simultanea, como se muestra en la Fig. 1c.

En la actualidad este problema ha sido poco explorado en
el contexto de MIL, y esa es la razon por la cual en la
literatura solo hay un par de trabajos relacionados. En [32] los
autores propone dos aproximaciones para tratar con este
problema. La primera consiste en un algoritmo de sobre-
muestreo de bolsas e instancias basado en SMOTE, mientras
que la segunda aproximacion es una variante de AdaBoost
que involucra costos en el proceso de aprendizaje. Por otro
lado, en [33], los autores proponen encontrar las instancias
mas positivas, en las bolsas positivas, y las instancias méas
negativas, tanto en las bolsas positivas como negativas, y a
partir de ellas sobre-muestrear las instancias positivas en las
bolsas positivas y sub-muestrear las instancias negativas en la
frontera de decision.

Con base en lo anterior, en este trabajo se evalla la
aplicacion directa de algunos de los métodos clasicos de
muestreo a conjuntos de datos tipo MIL, con el fin de abordar
el problema de desbhalanceo al nivel de instancias en
conjuntos de datos tipo MIL.

4 Experimentos y Discusion de Resultados

4.1 Conjuntos de Datos

Para este estudio se usaron once conjuntos de datos MIL,
provenientes de diferentes dominios de aplicacién y con
diferentes niveles de desequilibrio entre clases. La Tabla 1
lista estos conjuntos de datos y sus caracteristicas.

Muskl y Musk2 son las bases de datos mas populares en
MIL dado que provienen de los primeros trabajos de
Dietterich et al. [27]. La tarea principal en estos conjuntos de

O Instancia Positiva
A Instancia Negativa

(O Bolsa Positiva

(") Bolsa Negativa

(a) Desbalanceo de Instancias

(b) Desbalanceo de Bolsas

(c) Desbalanceo de Instancias y Bolsas

Figura 1. Desbalanceo en Conjuntos de Datos MIL. La linea punteada indica la frontera de decision ideal mientras que la linea continua
indica la frontera de decision aenerada por el clasificador. claramente sesaada en favor de la clase mavoritaria.



%c;nlle;r:(t)c;s Bolsas+ Bolsas- Inst+ Inst- Pro Min Max
Musk1 47 45 207 269 5 2 40
Musk?2 39 63 1017 5581 65 1 1044
Elephant 100 100 762 629 7 2 13
Fox 100 100 647 673 7 2 13
Tiger 100 100 544 676 6 1 13
Mutal 125 63 7790 2696 56 28 88
Muta2 13 29 660 1472 51 26 86
Bird WIWR 109 439 1824 8408 19 2 43
Bird BRCR 197 351 4759 5473 19 2 43
Web1 17 58 488 1724 29 4 131
Web2 18 57 499 1720 30 5 200

Tabla 1. Detalles de los conjuntos de datos tipo MIL usados en los
experimentos': nimero de bolsas positivas (+) y negativas (),
ntmero de instancias (Inst) positivas y negativas, nimero promedio
(Pro), maximo (Max) y minimo (Min) de instancias por bolsa.

datos es clasificar moléculas como “musk” y “non-musk”.
Elephant, Fox y Tiger provienen de la base de datos de
imagenes de Corel y fueron introducidas en [31]. La tarea en
estos conjuntos de datos es clasificar imagenes en una de 20
categorias predefinidas. En este trabajo se usan solo las 3
mencionadas. Mutagenesis (Mutal y Muta2), son dos
conjuntos de datos provenientes del problema de prediccion
de la actividad en medicamentos [34]. Birds es una base de
datos obtenida de la grabacién diferentes especies de aves. En
este trabajo se usaron las grabaciones de dos de las especies:
Brown Creeper (BRCR) y Winter Wren (WIWR).
Finalmente, Webl y Web2 [35] son dos bases de datos
provenientes del problema de recomendacion de paginas web
y la tarea consiste en clasificar una pagina web como
interesante o no.

4.2 Estrategia de Comparacién

En la mayoria de bases de datos tipo MIL, el nimero de
instancias entre bolsa y bolsa es diferente, por tanto estos
estan desbalanceados al nivel de instancias. En este sentido,
en este trabajo se compara el desempefio de una estrategia de
sobre-muestreo, dos de sub-muestreo y una estrategia mixta,
con el fin de determinar la viabilidad de aplicar los métodos
de muestreo en conjuntos de datos tipo MIL. Estas estrategias
se describen a continuacion:

= La estrategia de sobre-muestreo utilizada se basada en
SMOTE Yy consiste en agregar a cada bolsa el nimero de
instancias sintéticas necesarias para que todas las bolsas
tengan el ndmero maximo de instancias. Las instancias
usadas como punto de referencia por SMOTE son
escogidas aleatoriamente dentro de cada bolsa.

= La primera estrategia de sub-muestreo consiste en
eliminar de cada bolsa tantas instancias al azar, como sea
necesario para que cada bolsa tenga el nimero minimo de
instancias.

La segunda estrategia de sub-muestreo consiste en aplicar
el algoritmo OSS al conjunto de datos replicando la
etiqueta de cada bolsa a todas sus instancias.

» Finalmente, la estrategia mixta consiste usar SMOTE para
generar instancias sintéticas para aquellas bolsas que
tengan menos del nimero promedio de instancias y usar
un sub-muestreo aleatorio para aquellas bolsas que tengan
mas del nimero promedio de instancias.

4.3 Resultados y Discusién

Adoptando un procedimiento estandar para la evaluacion, los
experimentos se repitieron 10 veces usando conjuntos de
entrenamiento y prueba aleatorios en una validacién cruzada
con 5 particiones, es decir, en total se realizaron 50 pruebas
por cada conjunto de datos. Para medir el desempefio de los
algoritmos se usaron la métrica F1 y area bajo la curva
(AUC), las cuales son medidas de desempefio estandar para
problemas de clases desbalanceadas [5]. Adicionalmente, Se
probaron diferentes algoritmos de clasificacion MIL
reportados en la literatura, sin embargo, solo se presentan los
resultados con aquellos que obtuvieron el mejor desempefio
de clasificacion con el conjunto de datos original, es decir,
antes de aplicar las estrategias de muestreo. Los algoritmos
usados se listan abajo junto con sus parametros.

= APRconunumbral t =0,1

= Citation k-NN con k=3 (denominado C-kNN)

= mi-SVM con un kernel de base radial y un parametro de
regularizacién ¢ = 10.

= MILES con un kernel de base radial y un pardmetro de
regularizacién C = 10.

Los resultados obtenidos se resumen en las Tabla 2 y 3,
para las métricas AUC y F1, respectivamente. En ambas
tablas bajo el nombre de cada conjunto de datos estd en
corchetes el algoritmo MIL usado con ese conjunto de datos.
Las columnas reportan el desempefio obtenido con el
conjunto de datos original y las estrategias de muestro
implementadas: una estrategia de sobre-muestreo, dos
estrategias de sub-muestreo y la estrategia mixta. Los mejores
resultados, entre las estrategias de muestreo, son resaltados en
negrita para cada conjunto de datos.

En los conjuntos de datos Elephant y Mutal no se aplicé
el método OSS debido a que el nimero de instancias en las
bolsas positivas (la clase de interés) es mayor al nimero
instancias en las bolsas negativas, por tanto no tiene sentido
hacer un sub-muestreo a las bolsas negativas. Por otro lado, al
utilizar el método de sobre-muestreo sobre el conjunto de
datos musk2 se generaron una gran cantidad de instancias lo
que impidid realizar la prueba por requerimientos de
memoria.



Conjuntos de Original Sobre- Sub- 0ss Muestreo Conjuntos de Original Sobre- Sub- 0SS Muestreo
datos g Muestreo  Muestreo Mixto datos g Muestreo  Muestreo Mixto
Muskl Muskl
[C-kNN] 91,51 49,89 84,37 90,64 64,4 [C-kNN] 87,86 43,06 83,47 85,19 70,14
Musk2 Musk2
[mi-SVM] 91,24 - 91,99 90,69 91,11 [mi-SVM] 73,69 - 75,36 72,39 72,77
Elephant Elephant
[mi-SVM] 91,76 91,03 90,55 - 91,11 [mi-SVM] 77,84 74,91 78,42 - 76,88
Fox Fox
[MILES] 73,72 64,36 68,41 72,39 67,53 [MILES] 67,56 40,64 64,99 65,69 62,24
Tiger Tiger
[MILES] 88,62 77,25 82,37 87,35 87,26 [MILES] 80,02 48,85 73,92 78,88 78,93
Mutal Mutal
[C-kNN] 83,39 67,13 78,71 - 75,72 [C-kNN] 84,20 79,74 79,98 - 81,64
Muta2 Muta2
[mi-SVM] 72,49 72,38 66,56 71,98 70,9 [mi-SVM] 53,28 45,72 51,52 52,97 48,31
Bird WIWR Bird WIWR
[MILBoost ] 92,14 89,7 96,39 41,77 90,09 [MILBoost ] 84,50 78,78 47,43 33,18 80,45
Bird BRCR Bird BRCR
[MILBoost] 93,14 89,76 92,54 83,49 91,81 [MILBoost] 80,13 71,37 59,4 52,93 79,07
Web1l Webl
[mi-SVM] 83,27 80,27 78,49 82,17 82,97 [mi-SVM] 56,20 36,10 44,07 59,78 51,45
Web2 Web2
[mi-SVM] 84,80 80,02 82,39 83,26 85,95 [mi-SVM] 61,09 30,14 46,5 57,74 56,52

Tabla 2. Resultados obtenidos para la métrica AUCx100

Algunas observaciones pueden ser realizadas a partir de
los resultados obtenidos. ElI desempefio de las técnicas de
sobre-muestreo es siempre inferior al desempefio obtenido
con el conjunto de datos original en la métrica AUC y en la
mayoria de conjuntos de datos en la métrica F1. Esto sucede
ya que al realizar una seleccion al azar de las instancias que
son usadas como base para crear las instancias sintéticas, hay
mayor probabilidad de seleccionar aquellas instancias
negativas dentro de las bolsas positivas lo que genera mayor
ambiguedad en ellas y dificulta la capacidad de los algoritmos
MIL para separar el concepto de las instancias negativas. Por
otro lado, aunque las técnicas de sub-muestreo disminuyen el
nimero de instancias negativas en las bolsas negativas, se
puede ver que los resultados de clasificacién obtenidos con
los conjuntos de datos originales son, en mayoria mejores, en
ambas meétricas. Esto se puede explicar debido a que la
eliminacién de instancias, en la forma como la realizan los
métodos de sub-muestreo, conlleva a una pérdida de
informacion importante para la definicion de las fronteras de
decision.

Al aplicar el método OSS para balancear instancias, este
no mostré mejoras con respecto a los resultados de la base de
datos original, por el contrario, éste afecté negativamente al
desempefio del clasificador. Finalmente, se puede decir que
los métodos implementados para balancear exclusivamente
las instancias no resultan efectivos por ser tan extremos, es
decir agregar instancias hasta el nimero maximo de instancias
por bolsa y eliminar instancias hasta el nimero minimo de
instancias por bolsa. Ademas no presentan mejoras
significativas en las métricas presentadas debido a que no se
contempla la cantidad de bolsas en las clases, ni la
ambigledad en las bolsas positivas, en donde se deberian
duplicar las instancias que representan al concepto, y que son

Tabla 3. Resultados obtenidos para la métrica F1x100

responsables de hacer la bolsa positiva, y eliminar las
instancias negativas, que generan ambigiedad tanto en las
bolsas positivas, como en la frontera de decisién con las
bolsas negativas.

5 Conclusiones

En este trabajo se evalu6 la aplicacién de técnicas de balanceo
SIL en conjuntos de datos MIL, con el fin de balancear estos
conjuntos al nivel de instancias. Se utilizaron técnicas tanto
de muestreo aleatorio, como muestreo informativo y se
presentaron los resultados obtenidos en la experimentacion.
El muestreo aleatorio realizado fue bastante agresivo ya que
se implementaron casos extremos de generacion 'y
eliminacion de instancias (generando hasta el maximo
namero de instancias por bolsa y eliminando hasta el nimero
minimo de instancias por bolsas), esto aumenté el ruido en los
conjuntos de datos y por tanto aumenté la ambigliedad en las
bolsas positivas. Por otro lado el sub-muestreo se eliminé
informacion importante para la definicion de las fronteras de
decision, reduciendo el desempefio de los método MIL.

Se concluye entonces que los métodos de muestreo para
conjuntos de datos de una sola instancia no pueden ser
aplicados directamente a conjuntos de datos MIL ya que estos
afectan negativamente el desempefio del clasificador. Es
necesario tener en cuenta la naturaleza ambigua de las bolsas
positivas para duplicar las instancias realmente positivas y
eliminar las instancias negativas causantes de la ambigiiedad.

Con base en lo anterior, el trabajo futuro en esta area de
investigacion, debe estar dirigido a desarrollar métodos de
balanceo que tengan en cuenta las particularidades de los
conjuntos de datos tipo MIL y los tres tipos de desbalanceo
que se pueden presentar en l0s mismos.
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